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摘  要：遥感图像域适应分类通常以光谱特征或简单的空间特征作为数据特征，通过对齐域间的特征分布来标注缺乏

标签样本的域。域适应方法忽略了遥感图像更深层的空间特征，导致对空间局部信息的发掘不够；同时，域适应方法很

少考虑类别非均衡的问题，导致小类样本的重要性被忽略。针对上述问题，提出一种多级空间特征的平衡测度学习遥

感图像域适应分类方法。首先，通过迭代均值滤波器提取遥感图像更深层的空间特征；其次，构建测度学习来对齐边缘

分布，最小化类内距离和类间散度；最后，根据类的先验概率构建自适应权重，最大化平衡类间距离，以缓解类别不平衡

的问题。所提方法在 Worldview-2 数据集和 Pavia 数据集上设计了 4 个任务来评估有效性，使用遥感图像分类任务中常

用的总体精度、Kappa 系数、可视化结果和时间成本作为评价指标，通过实验分析不同参数对分类结果的影响以及各个

组成部分对分类结果的影响。相较于次优的算法，所提方法的总体准确率提高了 1.64%~9.18%，Kappa 系数提高了

0.023 1~0.171 7。实验结果表明，所提方法不仅通过多级空间特征加强了局部特征的提取和有效利用，还有效缓解了类

不平衡问题，使分类器取得了更好的预测效果。
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Abstract： Objective: Domain adaptation classification of remote sensing images usually takes spectral fea⁃
tures or simple spatial features as data features, and labels domains lacking labeled samples by aligning fea⁃
ture distributions among domains. The domain adaptation method ignores the deeper spatial features of re⁃
mote sensing images, resulting in insufficient exploitation of spatially localized information. At the same 
time, the domain adaptation method seldom takes into account the problem of class imbalance, which leads 
to the importance of the small class of samples being ignored. Methods: To address the above problems, 
balanced metric learning in multilevel spatial features for domain adaptation in remote sensing image classifi⁃
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cation is proposed. First, deeper spatial features of remote sensing images are extracted by an iterative 
mean filter. Then, metric learning is constructed to align the marginal distributions and minimize the intra⁃
class distance and interclass scatter. Finally, adaptive weights are constructed based on the prior probability 
of the classes to maximize the balanced interclass distances to alleviate the problem of class imbalance. Re⁃
sults: The proposed method designs four tasks on the Worldview-2 dataset and Pavia dataset to evaluate the 
effectiveness. The overall accuracy, Kappa coefficient, visualization results, and time cost, which are com ⁃
monly used in remote sensing image classification tasks, are used as the evaluation indicators. A series of 
experiments are carried out to analyze the effects of different parameters on the classification results. The ef⁃
fects of the individual components on the classification results are analyzed. Compared with the suboptimal 
algorithm, the proposed method improves the overall accuracy by 1.64% to 9.18%, and the Kappa coeffi⁃
cient by 0.023 1 to 0.171 7. Conclusions: The experimental results show that the proposed method not only 
enhances the extraction and effective utilization of local features through multilevel spatial features, but al⁃
so alleviates the problem of class imbalance effectively so that the classifier achieves a better prediction 
result.
Key words： remote sensing image classification； domain adaptation； metric learning； class imbalance； 
spatial features； multilevel spatial features

遥感图像（remote sensing image，RSI）因具

有覆盖范围广、获取方式多样化等特点被广泛地

应用在资源调查［1］、精准农业［2］等领域。RSI的标

注通常是十分昂贵且耗时的工作，因此，通过使

用标记完整的域（源域）的知识辅助标注缺乏标

记的域（目标域）的方法是一个重要的研究思

路［3］。传统的分类方法要求源域和目标域独立且

同分布，然而受成像时间、空间位置等因素的影

响，源域和目标域通常来自不同的分布，这使得

直接使用传统方法可能无法达到令人满意的

效果。

域适应可以很好解决上述问题，它旨在通过

减小源域和目标域的特征分布，实现将知识从源

域迁移到目标域，从而完成对目标域的标注［4-6］。

迁 移 成 分 分 析［7］（transfer component analysis，
TCA）是最为经典的基于统计特征的域适应算法

之一，TCA 是以最大均值差异（maximum mean 
discrepancy，MMD）作为度量准则来对齐源域和

目标域的边缘分布。联合分布对齐［8］（joint distri⁃
bution adaptation，JDA）同时对齐源域和目标域的

边缘分布和条件分布。在 RSI 的域适应分类中，

图嵌入分布对齐［9］（graph embedding and distribu⁃
tion alignment，GEDA）使用均值滤波器保存空间

特征；然后构建图和域的类间和类内散度矩阵，

保留判别信息；同时，通过分布对齐和子空间对

齐减小域间的特征差异。空谱加权核流形嵌入

分布对齐［10］（spectral-spatial weighted kernel mani⁃
fold embedded distribution alignment，SSWK-ME⁃
DA）通过使用灵活的均值滤波器保存局部空间

特征；然后构建动态空谱加权核，实现对空间特

征和光谱特征的同时利用；最后通过 Laplacian 正

则项、动态分布对齐等操作，减小域间的特征差

异。现有的方法存在两点不足：（1）侧重于处理

光谱或简单的空间特征，缺乏发掘更深层空间特

征 ；（2）大 多 数 工 作 缺 乏 对 类 别 非 均 衡 性 的

处理。

为了更好地解决上述问题，本文提出了多

级空间特征（multilevel spatial features，MSF）的

平衡测度学习（balanced metric learning ，BML），

以提升遥感图像分类的精度和泛化性。

1　本文方法

BML-MSF 如图 1 所示。首先使用均值滤波

器提取空间特征；其次，通过迭代该过程，进一步

挖掘 RSI中更深层次的空间邻域关系；然后，将所

得空间特征映射到格拉斯曼流形空间中，一方

面，通过初步对齐域间的特征分布，提升伪标签

的分类精度；另一方面，利用格拉斯曼空间的几

何结构，增强测度约束。在此基础上，采用 MMD
构建测度学习目标，分别对源域和目标域的边缘

分布、类内距离以及类间散度进行约束。最后，

根据各类别的先验概率构造用于平衡类间距离

的权重，以缓解类别不平衡问题。本文的主要贡献

如下：（1）迭代均值滤波器获取 MSF，更好地发掘

RSI 的空间特征；（2）在构建类间距离的过程中，

添 加 类 先 验 概 率 的 权 重 ，以 缓 解 类 不 平 衡 的

问题。

1183



武  汉  大  学  学  报   （信  息  科  学  版） 2026 年 6 月

1.1　问题定义

本文的 RSI域适应分类方法基于一个完全标

注的源域 Ds ={X spe
s ，Y s}和一个完全没有标注的

目标域 Dt ={X spe
t }，其中脚标 s 和 t 分别表示源域

和目标域。X spe
s t ∈ RH s t × W s t × D dim 是源域/目标域的

图像大小，H 表示图像的高度，W 表示图像的宽

度，Ddim 表示图像的维度；Y s t ∈ RC 是源域和目标

域的标签空间，C 代表类别数。其中源域有 ns 个

样本，目标域有 nt个样本。本文的目标是学习一

个 分 类 器 f，利 用 源 域 的 知 识 标 注 目 标 域 的

样本［11-12］。

1.2　MSF的提取

根据地理学第一定律，地物在空间上存在着

相关性［13-14］。本文遵循这种假设，首先，使用 3×3
的均值滤波器提取源域和目标域的空间特征，得

到第一级的空间特征；然后，在第一级空间特征

的基础上，再次使用均值滤波器，得到第二级的

空间特征；最后，迭代这个过程获得第 L 级空间特

征，以保存局部的空间信息，如图 2 所示。第 L 级

空间特征被称为 MSF。在后续工作中，MSF 是

要去处理的对象，为了方便，本文使用 X spa
s 和 X spa

t

来表示源域和目标域的 MSF。

1.3　格拉斯曼流形映射

格拉斯曼流形空间的几何结构能够有效地

对齐域间的特征分布，因此，本文通过测地线流

式核［15］（geodesic flow kernel，GFK）将 X spa
s 和 X spa

t

映射到格拉斯曼空间中，具有良好的分类性能和

较低的时间成本，这有助于提高伪标签的分类精

度和节省时间成本。关于更多的内容，请参考原

始论文，这里仅介绍 GFK 的主要思想。

首先，使用主成分分析（principal component 
analysis，PCA）构建源域和目标域的子空间 Ps 和

P t ∈ RD dim × d，其中 d 为子空间的维度，同时，Ps和 Pt

被视为格拉斯曼流形空间中的两个点 Φ ( 0 ) 和
Φ ( 1 )；然后，去寻找源域和目标域两点之间的测

地线{Φ ( t )：0 ≤ t ≤ 1}，实现将 Φ ( 0 )变换到 Φ ( 1 )。

这条测地线通过积分和核技巧获得测地线流式

核G，计算式为：

z i,z j =∫
0

1

( Φ ( t )T x i )T ( Φ ( t )T x j )T dt = x T
i Gx T

j

（1）
式中，x i、x j 为输入数据的原始特征向量；z i、z j 为

x i、x j 经过测地线流映射后的全新表示。

最后，通过 z= G x将原始空间的特征变

换到格拉斯曼流形空间中。

在本文中，通过式（1）得到 MSF 的测地线式

核 G spa；然后，通过使用 Z spa = G spa X spa 将 X spa
s 和

X spa
t 映射到格拉斯曼流形空间中，以得到流形空

间中源域和目标域的流形 MSF Z spa
s 和 Z spa

t 。

图 1　BML⁃MSF 流程图

Fig.  1　Flowchart of BML-MSF

图 2　MSF 提取

Fig.  2　Extraction of Multilevel Spatial Features
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1.4　测度学习

在域适应分类任务中，本文的目标是获得一

个分类器 f，将源域的知识迁移到目标域，实现对

目标域样本的标注。因此，对于分类任务来说，

通过构建测度学习约束类的距离是重要的。

在构建测度学习时，目标域被要求具有完整

的标注，这违背目标域缺乏标注的实际情况。因

此，本文参考文献［16］的工作，通过使用简易分类

器——最近邻分类器（k-nearest neighbors，kNN），

为目标域构建伪标签，本文中 k=1 这个简易的分

类器被要求具有一定的分类精度和较低的时间

成本。

1）最小化边缘分布

测度学习的第一个目标就是最小化边缘分

布，这里参考 TCA［7］构建了边缘分布，使得源域和

目标域在整体上更相似。边缘分布约束的表达

式为：

M f ( Z spa
s ,Z spa

t )=






 





1

ns
∑
i = 1

ns

βT ki - 1
nt

∑
j = 1

nt

βT kns + j

2

HK

=

tr ( βTKMKβ )
（2）

M ij =

ì

í

î

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

1
( ns )2 ,z i,z j ∈ Z spa

s

1
( nt )2 ,z i,z j ∈ Z spa

t

- 1
ns nt

,z i ∈ Z spa
s ,z j ∈ Z spa

t

（3）

式中，tr ( )为矩阵的迹；HK代表再生核希尔伯特空

间，K ∈ R ( ns + nt )×( ns + nt ) 为核函数；β∈ R ( ns + nt )× C 为核

函数K的系数向量；M ij 是边缘分布系数矩阵。

2） 最小化类内距离

测度学习的第二个目标是最小化类内距离，

这里参考 JDA［8］构建了类内距离，使得两个域的

同类样本更加相似。类内距离约束的表达式为：

N f ( Z spa
s ,Z spa

t )= ∑
c = 1

C 







 







1

nc
s

∑
x i ∈ ( Z spa

s )c

βT ki - 1
nc

t
∑

x j ∈ ( Z spa
t )c

βT kj

2

HK

= tr ( βTKN aKβ ) （4）

( N a )c
ij =

ì

í

î

ï

ï

ï

ï
ïïï
ï

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

1
( nc

s )2 ,z i,z j ∈ ( Z spa
s )c

1
( nc

t )2 ,z i,z j ∈ ( Z spa
t )c

- 1
nc

s nc
t

,z i ∈ ( Z spa
s )c,z j ∈ ( Z spa

t )c;

               z i ∈ ( Z spa
t )c,z j ∈ ( Z spa

s )c

0,其他

（5）
式中，ns

c、nt
c分别为源域、目标域第 c 类样本数量；

Na为类内距离系数矩阵。

3） 最大化平衡类间距离

测度学习的第三个目标是最大化类间距离，

这里参考无监督度量转移学习［17］（unsupervised 
metric transfer learning，UTML）构建跨域的类间

距离约束，使得源域与目标域中的异类样本更不

相似，从而有效提升域适应场景下的类别可分

性。此外，类的非均衡性问题普遍存在于分类任

务中。本文参考文献［18］的思想，通过类先验构

建平衡类间距离的权重，以缓解类非均衡的影

响。平衡类间距离约束的表达式为：

N f ( Z spa
s ,Z spa

t )= ∑
c = 1

C 







 







P c

nc ∑
x i ∈ ( Z spa )c

βT ki - P c͂

nc͂ ∑
x j ∈ ( Z spa )c͂

βT kj

2

HK

= tr ( βTKN eKβ ) （6）

( N e )c
ij =

ì

í

î

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

P c

( nc )2 ,z spa
i ,z spa

j ∈ ( Z spa )c

P c͂

( nc͂ )2 ,z spa
i ,z spa

j ∉ ( Z spa )c

- P c P c͂

nc nc͂
,z spa

i ∈ ( Z spa )c,z spa
j ∉ ( Z spa )c;

                          z spa
i ∉ ( Z spa )c,z spa

j ∈ ( Z spa )c

（7）

P c = nc

n
（8）

P c͂ = nc͂

n
（9）

式中，n 为源域和目标域的所有样本量；nc表示所

有样本中第 c 类的样本量；nc͂ 表示所有样本中非

第 c 类的样本量；Ne 为类间矩阵；；Pc、P c͂ 为类先验

概率构建的权重。

4） 最大化类间散度

测度学习的第四个目标是最大化类间散度，

本文基于 MMD 的思想构建了类间散度，使得两

个域的异类样本更加分散。类间散度的系数矩

阵H及其约束的表达式为：
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H= 1
C ∑

c = 1

C

( 1
nc
1nc1T

nc - 1
n
11T ) （10）

H f ( Z spa
s ,Z spa

t )= 1
C ∑

c = 1

C 







 







1

nc ∑
x i ∈ ( Z spa )c

βT ki - 1
n ∑

x j ∈ Z spa

βT kj

2

HK

= tr ( βTKHKβ ) （11）

式中，1n
c∈ Rn × 1 为指示向量，若第 i 个样本属于第

c 类，则 1n
c（i）为 1，否则 1n

c（i）为 0；1∈ Rn × 1 是元素

全为 1 的指示向量。

1.5　分类器构建

在 MSF 提取、流形特征学习和测度学习，并

构建源域的结构风险最小化之后，得到分类器 f：

f = arg min
f ∈HK

∑
i = 1

ns

( yi - f ( z spa
i ) )2 + η f

2

K
+ λM f ( Z spa

s ,Z spa
t )+ αN f ( Z spa

s ,Z spa
t )- ρH f ( Z spa

s ,Z spa
t ) （12）

根据表征定理［19］，将式（12）可改写为：

f = arg min
f ∈HK

 (Y- βTK ) A
2

F
+ ηtr ( βTKβ )+ λtr ( βTKMKβ )+ αtr ( βTK ( N a - N e ) Kβ )

-ρtr ( βTKHKβ )
（13）

式中，η、λ、α、ρ 为正则化参数；A ∈ R ( ns + nt )×( ns + nt ) 为

指示矩阵，若是源域的第 i个样本，则 Aii=1；否则

AAii=0；Y= [ y1，y2，...，yns + nt ]∈ R ( ns + nt )× C 为标签

矩阵。

当 式（13）中 ∂f ∂β= 0 时 ，得 到 分 类 器

f ∈ R ( ns + nt )× C，它的行代表样本，列代表类别，矩阵

中的元素代表样本属于该类的可能性，其表达

式为：

f = K (( ( A+ λM+ α ( N a - N e )- ρH ) K+ ηI )-1
AY T) （14）

式中，I∈ R ( ns + nt )×( ns + nt ) 为单位矩阵。

本文将每个样本中可能性最大的类别作为

其标签，从而实现对目标域的标注。由于伪标签

的使用降低了分类器的分类精度，因此，本文通

过迭代测度学习提高分类精度。

2　实验结果与分析

2.1　数据介绍

1） Worldview-2 数据集：该数据集由 World⁃

view-2 卫星于 2011—2012 年在武汉采集。该数

据集涵盖了波长为 400~1 040 nm 的 8 个波段，大

小为 200×200 像素，空间分辨率为 1.8 m。本文

根据获取时间的不同，将 Worldview-2 数据集划

分为 2011 和 2012 两部分。图 3 显示了 2011 和

2012 的假彩色图像（R∶5、G∶3、B∶2）及对应的真

实地物图。本文实验选取了该数据集中共有的 4
个地物类别，包括红色建筑物、树林、灰色建筑物

和白色建筑物。表 1 列出了各类别的样本量以及

在每个域中所占的比例。

2） Pavia 数据集［20］。该数据集是由 ROSIS-

03 传感器采集于帕维亚中心（Pavia Center，PC）
和帕维亚大学（Pavia University，PU）两个区域的

图像。该数据集涵盖了波长为 400~1 040 nm 的

102 个波段。两张图像的大小为 150×150 像素，

空间分辨率为 1.3 m。本文依据图像采集位置的

差异，将 Pavia 数据集划分为 PC 和 PU 两个区域。

图 4显示了图像的假彩色图像（R∶85、G∶45、B∶10）

图 3　Worldview⁃2 数据集

Fig.  3　Worldview-2 Dataset
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和真实地面图。本文选择了两个区域共有的 4 个

类别，包括树林、沥青、自粘砖和裸土。表 2 中列

出了各类别的样本量以及在每个域中所占的

比例。

2.2　实验结果

为了更好验证 BML-MSF 的有效性，本文在

Worldview-2和 Pavia两个数据集上设计了 4个域适

应任务，以尽可能去接近现实的场景，包括 2011➝
2012、2012➝2011、PC➝PU 和 PU➝PC，其中“➝”

的前部代表源域，后部代表目标域。

本文选择分类任务中常见的定量指标，包括整

体精度［21-22］（overall accuracy，OA）、Kappa系数［23-24］、

定性评价［25］和时间消耗［26］。同时，选择 7个优异的

域适应算法GFK［15］、JDA［8］、深度相关性对齐［27］（deep 
correlation alignment，Deep CORAL）、流形嵌入分

布对齐［28］（manifold embedded distribution alignment，
MEDA）、UTML［17］、GEDA［9］和 SSWK-MEDA［10］

作为对比算法。其中，JDA和UTML是较为经典的

域适应算法，Deep CORAL 是一个较为经典的深度

域适应算法，GFK、MEDA 和 SSWK-MEDA 是与

BML-MSF 直接相关的域适应算法，且 GEDA 和

SSWK-MEDA 是在遥感图像分类中较为新颖的域

适应算法。

        BML-MSF 在不同任务上的 OA 和 Kappa 系

数如表 3、表 4 所示。由表 3、表 4 可以看出，BML-

表 1　Worldview-2数据真实地物样本信息

Table 1　Ground Truth of Main Classes on Worldview-2

标

签

1

2

3

4

合计

类别

红色建筑物

树林

灰色建筑物

白色建筑物

2011 部分

样本数/个

1 035

1 816

1 290

1 176

5 317

占比/%

19.47

34.15

24.26

22.12

100.00

2012 部分

样本数/个

1 285

1 476

1 213

1 451

5 425

占比/%

23.69

27.20

22.36

26.75

100.00

图 4　Pavia 数据集

Fig.  4　Pavia Dataset

表 3　BML-MSF在不同任务上的 OA/%
Table 3　OA of Seven Algorithms on Different Tasks/%

算法

GFK
JDA

Deep CORAL
MEDA
UTML
GEDA

SSWK-MEDA
BML-MSF

Worldview-2 数据集

2011➝
2012
62.38
91.10
97.64
87.28
84.87
95.52
94.69
97.16

2012➝
2011
50.12
80.91
97.07
86.36
73.26
96.85
96.18
98.93

Pavia 数据集

PC➝
PU

39.00
44.28
42.37
44.86
46.14
69.09
77.61
86.79

PU➝
PC

13.63
48.72
66.12
76.72
49.80
82.04
40.73
84.65

表 4　BML-MSF在不同任务上的 Kappa系数

Table 4　Kappa of Seven Algorithms on Different Tasks

算法

GFK

JDA

Deep CORAL

MEDA

UTML

GEDA

SSWK-MEDA

BML-MSF

Worldview-2 数据集

2011➝
2012

0.500 6

0.880 9

0.968 4

0.829 2

0.796 7

0.938 9

0.928 9

0.962 0

2012➝
2011

0.361 2

0.743 8

0.960 2

0.815 3

0.640 5

0.957 8

0.948 2

0.985 5

Pavia 数据集

PC➝PU

0.162 5

0.228 0

0.225 5

0.240 7

0.259 0

0.572 3 

0.627 4

0.817 3

PU➝PC

−0.016 9

0.265 7

0.477 6

0.612 0

0.286 4

0.702 3

0.182 2

0.730 7

表 2　Pavia数据真实地物样本信息

Table 2　Ground Truth of Main Classes on Pavia

标签

1
2
3
4

合计

类别

树林

沥青

自粘砖

裸土

PC 区域  
样本数/个

153
355

1213
311

2 032

占比/%
7.53

17.47
59.69
15.31

100.00

PU 区域

样本数/个
276
815
704
628

2 423

占比/%
11.39
33.64
29.05
25.92

100.00
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MSF 与所有的对比方法相比，都展现出了最好的

分类性能。同 JDA、UTML 和 Deep CORAL 算法

相比，空间特征、流形特征能够显著地提升分类精

度；与 GFK 和 MEDA 相比，测度约束和类不平衡

的权重也可以很好地提升分类精度。GEDA 和

SSWK-MEDA 同 BML-MSF 相比，说明遥感图像

的 MSF 对于提升分类精度是十分有益的。BML-

MSF 和次优的结果相比，在 OA 上提升 1.64%~
9.18%，Kappa 系 数 提 升 0.023 1~0.171 7。 在

2012➝ 2011 任务中，尽管 GEDA 的 OA 和 Kappa
系数已经分别高达 96.85% 和 0.957 8，但 BML-

MSF 仍 然 能 将 分 类 精 度 分 别 进 一 步 提 升 到

98.93% 和 0.985 5。在 PC ➝ PU 任务中，BML-

MSF 与 SSWK-MEDA 相比进一步提升 9.18%
和 0.189 9，OA 和 Kappa 系数分别充分证明了

BML-MSF 的有效性。

图 5 展示了 2012➝2011 任务中，使用 2012 年

的知识辅助 2011 年的预测结果，可以看到 BML-

MSF 分类精度最高，仅仅只有少量的白色区块被

误分为其他类别，整体分类边界清晰，类别一致

性较好。其他的地物在可视化结果中，并没有观

测到分类错误。

图 6 展示了 PC→PU 任务中，使用 PC 的知

识 辅 助 PU 的 预 测 结 果 ，可 以 清 晰 地 观 测 到

BML-MSF 分类结果最好，结果图中的颜色混乱

度明显的优于其他的方法，特别在蓝色区块和橙

色区块的正确率要明显地优于其他的算法。

2.3　参数分析

1） MSF 的级数。MSF 的级数 L 对分类精度

有着重要的影响。图 7 展示了 1~5 级空间特征对

OA 的影响，可以看出，Worldview-2 数据集的分

类结果受 MSF 的级数影响较小，随着级数增加，

的分类结果随着级数增加变化明显，呈现出先上

升、后下降的趋势，峰值出现在 L=4 的位置。综

合考虑各任务分类结果随级数的变化规律，本文

统一将级数 L 设置为 4。该设置既保证了所有任

务均能获得良好的分类性能，又能有效减少需要

调节的超参数数量。

2） 核函数。本文选择径向基函数作为核函

数，为减少调节的参数，设置核函数的带宽为 1。
3） 迭代次数。测度学习的构建依赖于伪标

签，而伪标签会严重影响分类精度。因此，本文

通过迭代测度学习来消除伪标签的影响。为了

进行公平的比较，所有任务的迭代次数被统一设

置为 5。
4） 维度参数。当使用 GFK 将 MSF 映射到

格拉斯曼空间时，需要通过 PCA 降维，创建源域

和目标域的子空间，因此，维度参数 d 对 BML-

MSF 的分类性能有着重要的影响。由于 GFK
的计算要求，d 最多是原始维度的一半，因此，

Worldview-2 数据集的 d 被设置为 1~4，步长为

1；Pavia 数据集的 d 被设置为 5~50，步长为 5。
图 8、图 9 分别展示了 Worldview-2、Pavia 数据集

的 d 对 OA 的影响。由图 8 可以看出，2011➝2012

图 5　Worldview⁃2 数据集 2011 部分的预测标签

Fig.  5　Predicted Labels of the 2011 Part of the Worldview-2 Dataset
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任务中，分类结果随着维度参数的增加而增加，

在 2012➝2011 的任务中，在前期有一个下降，后

期又呈现上升的状态，Worldview-2 数据集的分

类结果的整体趋势是随着维度参数的增加而增

加，因此，Worldview-2 数据集的维度参数 d 被统

一设置为 4。由图 9 可以看出，Pavia 数据集的分类

结果受维度参数的影响较大，波动的状态较为明

显。在 PC➝PU 和 PU➝PC 的任务中，前期均呈

现一个明显下降又急剧攀升，然后再逐步下降和

急剧上升的过程。此外，PC➝PU 和 PU➝PC 任

务的最优值在不同的位置。因此，在 PC➝PU 的

任务中，d 被设置为 40；在 PU➝ PC 的任务中，d
被设置为 20。

5） 正则化参数。BML-MSF 的正则化参数

η、λ、ρ、α 在 0.000 1、0.001、0.01、0.1、1、2、4、8 的范

围选择最优的参数；为了减少调整的参数，η 被统

一设置为 0.000 1。图 10展示了正则化参数对 OA

图 8　不同 d 值下 Worldview⁃2 的 OA
Fig.  8　OA of Worldview-2 Under Different d Values

图 6　Pavia 数据集 PU 部分的预测标签

Fig.  6　Predicted Labels of the PU Part of the Pavia Dataset

图 7　BML⁃MSF 在不同 L 取值的 OA
Fig.  7　OA of BML-MSF Under Different L Values 

图 9　不同 d 值下 Pavia 的 OA
Fig.  9　OA of Pavia Under Different d Values
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的影响。

图 10（a）中展现了两个数据集的 4 个任务受

正则化参数 λ的变化情况。在 Worldview-2 数据集

中，2011➝2012 任务受 λ 的影响较小，基本不受 λ
变化的影响。2012➝ 2011 任务前期呈现平稳的

状态，后有小幅下降，后期呈现平稳的状态。Pa⁃
via 数据集受 λ 的影响很大，在 PC➝ PU 任务中，

前期较为平稳，后期迅速攀升又急剧下降，在 PU
➝ PC 任务中，前期也较为平缓，后急剧下降，后

期又迅速上升。

图 10（b）中展现了两个数据集的 4 个任务受

正则化参数 α 的变化情况。在 Worldview-2 数据

集中，两个任务均呈现出前期较为平缓、后期明

显下降的趋势。在 Pavia 数据集中，在 PC ➝ PU
任务中，前期较为平稳，后迅速攀升又急剧下降，

后期又呈现上升的状态；在 PU➝ PC 任务中，前

期上升较为快速，后期又迅速下降，然后有小幅

的上升。

图 10（c）中展现了两个数据集的 4 个任务受

正则化参数 ρ 的变化情况。不论是 Worldview-2
数据集，还是 Pavia 数据集，都受 ρ 的变化影响较

大。Worldview-2 数据集的前期都较为平稳，后

期逐步下降；在 Pavia 数据集的两个任务存在多

个波峰和波谷，波动十分剧烈。

综上所述，λ、α、ρ 受取值的影响较大。因此，

不同的任务需要设置不同的参数，在 2011➝2012
任务中，λ、α、ρ 分别设置为 8、2 和 0.1；在 2012➝
2011 任务中，λ、α、ρ 分别设置为 0.000 1、0.000 1
和 0.1；在 PC➝PU 任务中，λ、α、ρ 分别设置为 0.1、
0.01 和 1；在 PU➝ PC 任务中，λ、α、ρ 分别设置为

0.000 1、1 和 4。
2.4　消融实验

BML-MSF 包括 4 个关键部分，即 MSF、流

形特征（manifold features，MF）、平衡类间距离的

权重（B）和测度学习（metric learning，ML）。本文

在相同的参数范围内，对 BML-MSF 的各部分性

能进行实验。表 5~8 展示了在 4 个任务中每个部

件在每个类别的分类精度；表 9 展示了在 4 个任

务中每个部件的整体分类精度。表 5~9 中，M代

表最小化边缘分布；+Na 代表最小化类内距离；

−Ne 代表最大化类间距离。从表 5~9 中可以观

察到，MSF 可以快速地提高分类精度；MF 能够

提升泛化性能；测度约束的增加也能够有效地提

升分类；类不平衡权重能够在一定程度上缓解类

别不平衡的问题，在 Worldview-2 数据集中，类别

不平衡较为严重的树林的分类精度能够得到有

效的提升，在 Pavia 数据集中，类别不平衡的沥青

的分类精度也能够得到有效的精度提升。从表

5~9 中还可以观察到，本文定义的类不平衡权重

还不能彻底地解决类不平衡问题。

图 10　不同正则化数值下的 BML⁃MSF 的 OA
Fig. 10　OA of BML-MSF with Different Regularization Values

表 5　2011➝2012任务不同组成部分的 OA/%
Table 5　OA for Different Components of the 2011➝2012 Task/%

类别

红色建筑物

树林

灰色建筑物

白色建筑物

BML
光谱特征+MF

90.04
99.80
85.08
99.17

MSF
99.92

100.00
87.88
99.72

MSF+MF
M

98.21
81.30
65.95
99.93

M−Ne

98.60
82.59
66.45
99.86

M+Na

98.21
81.30
65.95
99.93

M+(Na−Ne)
100.00

98.58
76.26
99.59

M+(Na−BNe)
98.75

100.00
87.22
99.86

BML
99.53

100.00
87.22
99.86
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2.5　时间消耗

本文比较了不同算法的时间消耗，结果如表 10
所示，可以看出，BML-MSF 的时间成本显著低于

JDA 和 UTML，但高于其他对比算法。实验过程

表明，测度约束的增加会提高求导过程的复杂度，

从而降低分类器的分类速度，导致 BML-MSF 的

时间成本显著上升。然而，结合 BML-MSF 的分

类性能来看，这一时间开销是可以接受的。

3　结　语

基于域适应的思想，本文提出了 BML-MSF

遥感图像域适应分类。BML-MSF 通过迭代均值

滤波器来获得 MSF，以更好地保存空间特征；然

后，将得到的 MSF 映射到流形空间中，实现对格

拉斯曼几何结构的利用；其次，BML-MSF 使用

MMD 构建测度学习，以约束边缘分布、类内距

离、类间距离和类间散度；BML-MSF 还创新性地

使用了平衡类间距离来缓解类别不均衡问题；最

后 ，本 文 在 两 个 遥 感 数 据 集 上 的 测 试 验 证 了

BML-MSF 优越的分类性能。

未来的工作首先将探索从空间和光谱两个

角度来处理遥感数据；其次，探索通过增强测度

表 8　PU➝PC任务不同组成部分的 OA/%
Table 8　OA for Different Components of the PU➝PC Task/%

类别

树林

沥青

自粘砖

裸土

BML
光谱特征+MF

0.00
90.99
87.30
53.05

MSF
0.00

89.01
97.20
14.15

MSF+MF
M

100.00
0.00

97.53
95.82

M−Ne

3.07
100.00
100.00

35.37

M+Na

100.00
0.00

97.53
95.82

M+(Na−Ne)
100.00

0.00
97.53
95.82

M+(Na−BNe)
100.00

0.00
97.53
95.82

BML
7.84

88.45
100.00

68.17

表 9　BML-MSF在不同组件上的 OA/%
Table 9　OA of BML-MSF on Different Components/%

数据集

Worldview-2

Pavia

均值

任务

2011➝2012
2012➝2011

PC➝PU
PU➝PC

BML
光谱特征+MF

94.03
95.79
72.93
76.13
84.72

MSF
97.20
99.04
65.58
75.74
84.39

MSF+MF
M

86.86
78.41
39.41
80.41
71.27

M−Ne

87.39
98.06
63.85
83.56
83.22

M+Na

86.86
96.05
39.41
80.41
75.68

M+(Na−Ne)
94.19
98.36
62.81
80.41
83.84

M+(Na−BNe)
96.81
98.61
53.61
80.41
82.36

BML
97.16
98.93
86.79
84.65
91.88

表 6　2012➝2011任务不同组成部分的 OA/%
Table 6　OA for Different Components of the 2012➝2011 Task/%

类别

红色建筑物

树林

灰色建筑物

白色建筑物

BML
光谱特征+MF

96.62
99.12
97.44
88.10

MSF
99.81

100.00
99.07
96.85

MSF+MF
M

96.81
55.07
82.71
93.54

M−Ne

99.90
100.00

98.22
93.28

M+Na

99.61
92.13
99.07
95.66

M+(Na−Ne)
99.90

100.00
97.44
95.49

M+(Na−BNe)
99.71
99.50
99.30
95.49

BML
99.90

100.00
99.15
96.17

表 7　PC➝PU任务不同组成部分的 OA/%
Table 7　OA for Different Components of the PC➝PU Task/%

类别

树林

沥青

自粘砖

裸土

BML
光谱特征+MF

94.20
38.65
87.36
91.88

MSF
96.74

0.00
99.72
98.73

MSF+MF
M

90.94
0.00

100.00
0.00

M−Ne

85.51
72.15
66.05
41.08

M+Na

90.94
0.00

100.00
0.00

M+(Na−Ne)
96.01

0.00
99.29
88.85

M+(Na−BNe)
0.00

52.02
74.57
55.73

BML
81.52
90.67
87.07
83.76
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